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概要：本研究では，ソーシャルメディアから収集した旅行者の過去の訪問国履歴データを用い，旅行者の

将来の訪問国を予測する手法を提案する．旅行者の過去の訪問国から将来の訪問国を正確に予測するた

めには，過去の訪問国の文化や位置情報のほかに，観光の特徴などを考慮することで旅行者の好みを把

握する必要がある．そこで，本研究では，深層学習手法の LSTM を用い，Wikipedia から獲得した国の情

報に加え，観光の形態という観点からソーシャルメディアを解析して得られる特徴を考慮することで，

より正確な将来の訪問国の予測を試みる． 

Keywords：時系列データ，深層学習，観光地推薦 

 

 
1. はじめに 
現在，COVID-19 の影響により，海外旅行をはじ

めとする観光行動が減少している．しかし，これ

までの訪日外国人の増加傾向や行動自粛へのスト

レスなどを考慮すると，今後，海外旅行者数が回

復していくことが期待される．そのため，海外旅

行を考えている人へのマーケティング活動は非常

に重要になると考えられる． 
観光分野では，ソーシャルメディアを解析し，

観光スポットや観光ルートなどを推薦する研究は

既に行われている．しかし，多くの研究は，ある都

市やある地域などの比較的小さな範囲を対象とし

ているため，世界中の国が対象となる海外旅行者

への対応は不十分である．そこで，本研究では，世

界中の国を対象とし，旅行者の過去の訪問国履歴

から将来の訪問国を予測する．これにより，世界

中を対象とした観光地推薦が可能になるほか，予

測結果からライバルとなりうる国がわかることで

お互いの国の観光政策に活かすことが可能になる． 
本論文の構成は以下の通りである．まず，2 章で

は関連研究について述べる．次に，3 章では，観光

の形態を考慮した旅行者の将来の訪問国の予測に

ついて述べる．また，4 章では，3 章で紹介した手

法による実験について述べる．そして，最後に 5 章

で本論文のまとめを述べる．  
2. 関連研究 

Su ら[1]は，ユーザの訪問履歴に加えて，フレン

ド関係や家が近いユーザの訪問履歴を考慮した予

測手法を提案している．また，Baraglia ら[2]は，ユ

ーザの特徴と PoI (Point of Interest) の特徴を考慮

した機械学習手法の Ranking SVM (Support Vector 
Machine) によって将来訪れる PoI を予測する手法

を提案している．これらの研究に対して，本研究

では，深層学習手法を用いる点で異なる． 
深層学習を用いた研究では，Liu ら[3]は位置情

報と時間情報を考慮した，次の訪問地の予測手法

を提案している．また，Kong ら[4]は，Liu らの手

法を拡張し，観光客の訪問地の周期性を考慮した

手法を提案している．これらの研究では，ある国

や地域内のデータを対象としているが，本研究で

は世界中の国を対象としている点で異なる． 
国の推薦に関する研究では，Majoddi ら[5]は，移

民のための移住国推薦システムを提案している．

また，Johnson ら[6]は，旅行者向けに国ごとの腸チ

フス感染症の危険性を考慮した，予防接種の推薦

システムを提案している．これらの研究に対し，

本研究では，観光地の観光情報を研究対象として

いる点で異なる． 



表 1: 観光の形態の定義と具体例（柴田ら[9]より引用） 
観光の形態 定義 例 

インフラ，ハードツーリズム[10] 
近代的な建造物や娯楽施設を対象

にした観光． 
橋，ダム，テーマパーク，シ

ョッピングモール，水族館，

博物館，動物園 

ヘルスツーリズム[11] 
心身を癒すことや散歩などの軽い

運動を通して健康維持を目的とし

た観光． 

宗教的巡礼，温泉，ハイキン

グ，トレッキング 

スポーツツーリズム[12] 
スポーツを体験または観戦するこ

とを目的とした観光． 
オリンピック，野球・サッカ

ー観戦 

グリーンツーリズム[13] 自然と触れ合うことを目的とした

観光． 
農業（漁業）体験，フルーツ

狩り，ピクニック 

ヘリテージツーリズム[13] 世界遺産や歴史的な建築物を対象

にした観光． 
世界遺産，国宝，寺，神社，

城 

カルチュラルツーリズム[14] それぞれの地域の生活や文化，民

族，伝統などを対象にした観光． 
着物体験，神楽，祭り，初詣 

3. 観光の形態を考慮した旅行者の将来の訪問国

の予測 
本研究では，ソーシャルメディアから構築した

訪問国履歴データセットを用い，旅行者の過去の

訪問国から将来の訪問国を予測する．より正確に

将来の訪問国予測を行うためには，過去の訪問国

から旅行者の特徴や好みを獲得し，考慮する必要

がある．そこで，本研究では，深層学習手法の

LSTM (Long short-term memory) [7]を用い，それぞ

れの国の Wikipedia から得られる情報および観光

の形態の特徴を考慮した予測を行う． 
3.1. Wikipedia を用いた国の情報の獲得 
旅行者が訪問国を決定する際には，国の位置情

報や文化，公用語などを考慮することが考えられ

る．そこで，本研究では，このような国の情報を

Wikipedia から獲得し，将来の訪問国の予測に用い

る．Wikipedia の情報の獲得には，Wikipedia2Vec[8]
の事前学習モデルを利用する．Wikipedia2Vec とは，

Wikipedia のデータを用いて，単語の分散表現とエ

ンティティの分散表現を同一空間で学習・表現す

る手法であり，手軽に Wikipedia の情報を獲得する

ことができる．本研究では，この Wikipedia2Vec の
事前学習モデルから，それぞれの国名や地域名に

該当するエンティティの分散表現を獲得し，これ

を LSTM の入力データに用いる． 
ところで，国の位置情報を考慮する場合には，

アメリカにはハワイ州やアラスカ州，グアム島な

どが含まれるように，地理的に離れている地域が

存在する国がある．このような場合，予測に位置

情報を考慮することが難しくなるが，本研究では

この問題に対し，離れている地域を分割すること

で対応する． 

3.2. 観光の形態の特徴 
近年の観光では，旅行者は多様な目的を持って

いることが多いため，その訪問先で体験できる観

光の特徴は，訪問国の決定の際の重要な判断材料

になると考えられる．そこで，本研究では，観光の

特徴の一つとして，柴田ら[9]で提案されている表

1 の観光の形態を利用し，国ごとに投稿されたソ

ーシャルメディアを解析することで，得られた結

果を国の観光の特徴として予測に用いる． 
柴田らの研究では，ソーシャルメディアである

旅行ブログエントリをそれぞれの観光の形態に分

類することで，解析を行っている．本研究も同様

に，国や地域ごとにソーシャルメディアを解析し，

その結果を考慮した予測を行う．具体的には，解

析に用いたソーシャルメディアの内，観光の形態

に分類された割合を各観光の形態で算出し，この

6 次元の分散表現をその国の観光の特徴とする． 
4. 評価実験 
4.1. 実験条件 
【実験に用いるデータ】 

TravelBlog (https://www.travelblog.org/) の2002年
4月 5 日から 2019年 1月 18 日までに投稿された

約 500,000 件の旅行ブログエントリを実験に用い

る．また，TravelBlog では，著者自身がどの地域に

ついての記事であるかを設定する場合があり，設

定すると国名や地域名が URL に反映される．本研

究では，この URL から旅行者の訪問国を抽出し，

データセットを構築する．なお，アカウントによ

っては短期間で同一国についての投稿を複数存在

する場合が見られたことから，90 日以内に同じ訪

問国が存在する場合はまとめる処理を行った．ま

た，各アカウントの訪問国の数がある程度必要と



なることから，6 か国以上の訪問国履歴があるア

カウントのみを用いる．実験に用いるデータセッ

トの詳細を表 2 に示す．本実験では，9,437個のア

カウントに対して，80%を訓練データに，残りの

20%を検証・評価データに用いる．また，アカウン

トごとの訪問国数の平均は 12.9 となった． 
表 2: 実験に用いるデータセットの詳細 

訓練データのアカウント数 7,549 
9,437 検証データのアカウント数 944 

評価データのアカウント数 944 
アカウントごとの訪問国数の平均 12.9 

【機械学習】 
表 2 のデータセットを用い，学習・検証・評価

を行う．LSTM の主なパラメータについては，最

適化アルゴリズムを Adam，バッチサイズを 2,048，
学習率を 0.001，LSTM 層を 1 層，出力ユニット数

を入力ユニット数と同じ数とし，検証データによ

る実験から epoch 数を決定する． 
Wikipedia2Vec の事前学習モデルには，公開され

ているモデルで最も軽量な 100 次元のモデル 
(http://wikipedia2vec.s3.amazonaws.com/models/en/2
018-04-20/enwiki_20180420_nolg_100d.pkl.bz2) を

用いる．これは，次元数の異なるいくつかのモデ

ルで予備実験を行ったところ，実験結果への影響

がほとんど確認できなかったためである．また，

観光の形態への分類については，機械学習手法の

SVM と LightGBM[15]を用い，国ごとに収集した

最大 800 件のブログエントリを各観光の形態に分

類する．なお，機械学習の入力データには，ブログ

エントリのテキストに含まれる名詞のみとする．

テキストデータの前処理については，fastText[16]
の言語判定モデルを用い，英語と判定されたブロ

グエントリのみを分類対象とした．また，品詞タ

グ付けに RNNTagger[17]を用いることで，名詞の

みに絞る処理を行った．また，二つの機械学習手

法については，観光の形態ごとに精度が高い手法

を採用した． 
【実験手法】 
ベースライン手法と提案手法に対して，評価指

標 recall@k (k = 1, 5, 10, 20) を算出し，比較を行う．

それぞれの手法については以下の通りである． 
ベースライン手法 
l Random: 無作為に選んだ国を予測結果とする． 
l StarSpace: 汎用ニューラルモデルである

StarSpace[18]を用い，協調フィルタリングの問
題として，予測モデルを構築する． 

l N-gram (N = 2) : 訓練データから bi-gram の予
測モデルを構築する． 

l Wikipedia2Vec: 過去の訪問国を，それぞれ
Wikipedia2Vec の事前学習モデルを用いて分
散表現に変換し，これらの分散表現の平均と
cosine類似度が高い国を予測結果とする． 

l Distance: 最後に訪れた国から距離が近い国を
予測結果とする．  

l Most Popular: 訓練データで最も頻出した国を
予測結果とする． 

l LSTM(Wiki) : Wikipedia2Vecの事前学習モデル
を用いて，国や地域の分散表現を獲得し，これ

を入力データとした LSTM により予測を行う．  
提案手法 
l LSTM(Wiki+Type) : Wikipedia2Vec の事前学習

モデルから獲得した分散表現に，6 つの観光の

形態の割合を加えた 106 次元の分散表現を入

力データとした LSTM により予測を行う．  
4.2. 実験結果と考察 
評価実験の結果を表 3 に示す．これより，ベー

スライン手法の LSTM(Wiki) と提案手法の

LSTM(Wiki+Type) で高い評価値が得られた．この

ことから，過去の訪問国履歴から将来の訪問国を

予測する際には，LSTM が有効であることがわか

る．また，LSTM 以外では，ベースライン手法の 
“Wikipedia2Vec” で比較的良い値が得られた．これ

により，旅行者が訪問国を決定する際に，国の位

置情報だけでなく，国の文化や公用語などの情報

も考慮していることが考えられる． 
ここから，LSTM(Wiki) と LSTM(Wiki+Type) の 

結果から，明確な有意差が確認できなかったこと

について考察する．この原因の一つについては，

Wikipedia2Vec と観光の形態の割合を結合した分 

表 3: 将来の訪問国予測の評価実験の結果 
 手法 recall@1 recall@5 recall@10 recall@20 

ベースライン手法 

Random 0.8% 2.3% 4.1% 8.3% 
StarSpace 0.9% 9.9% 19.8% 32.5% 
N-gram (N = 2) 5.1% - - - 
Most Popular 6.9% 22.5% 34.6% 51.8% 
Distance 7.1% 20.1% 26.9% 35.2% 
Wikipedia2Vec 9.8% 24.6% 35.9% 48.9% 
LSTM(Wiki) 23.0% 53.6% 68.5% 81.1% 

提案手法 LSTM(Wiki+Type) 22.9% 53.7% 68.5% 81.1% 



散表現から，二つの入力データの関係性を LSTM
が捉えきれていないことが考えられる．この問題

に対して，それぞれの入力データごとに処理を行

い，その後の結合の方法を工夫することである程

度改善することが考えられる．また，解析対象の

ブログエントリが国ごとに最大 800 件としたこと

から，データ数の不足も原因の一つに考えられる． 
5. まとめ 
本研究では，旅行者の過去の訪問国履歴を用い，

Wikipedia の情報および観光の形態を考慮した，将

来の訪問国の予測手法を提案した．旅行ブログエ

ントリを用いた評価実験では，評価指標の

recall@k (k = 1, 5, 10, 20) において，観光の形態を

考慮することの有効性は確認できなかったが，

LSTM が有効であることが確認された．  
今後は，LSTM のそれぞれの入力データの学習

法を工夫するなど，引き続き将来の訪問国の予測

に観光の形態が有効であるかを検証していく．ま

た，旅行者情報の追加などを行い，より精度の高

い予測を目指していく． 
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